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Streszczenie: W artykule zaprezentowano modele sieci neuronowych zaproponowane
przez Husmeiera, ktére mozna wykorzysta¢ do prognozowania rozktadéw prawdopodobienstw.
Przedstawiono takze wyniki testow przeprowadzonych przez autorke opracowania nad wyko-
rzystaniem tych modeli do prognozowania wysokosci wskaznika (kurs dolara)/(kurs marki).

Stowa kluczowe: sieci neuronowe, sieci Husmeiera, prognozowanie, rozktad prawdopo-
dobienstwa.

1. Wstep

Metodom wykorzystania sieci neuronowych do progozowania zjawisk gospo-
darczych poswigcono w literaturze wiele miejsca (zob. np..[Azoff 1994]). Wigk-
sz0s¢ z tych metod pozwala na uzyskanie prognozy punktowej. Brak mozliwosci
opisu rozktadu byt przez dtugi okres wskazywany jako element ograniczajgcy
mozliwosci zastosowan sieci neuronowych w zakresie modelowania i prognozowa-
nia ekonomicznych szeregéw czasowych. Istniejaca potrzeba opisu rozktadu stata
si¢ impulsem do poszukiwan nowych typéw sieci neuronowych. W niniejszym
artykule zaprezentowane zostang modele sieci zaproponowane przez Husmeiera,
pozwalajace opisywaé rozktad prawdopodobienstwa. Przedstawione zostang
takze wyniki przeprowadzonych testéw dotyczacych przydatnosci tych modeli do
prognozowania wysokosci kursu dolara w stosunku do kursu marki niemieckiej.

* Opracowanie powstatlo w ramach projektu badawczego wykonanego pod kierunkiem P. Luli,
,.Zastosowanie metod sztucznej inteligencji i data mining na rynkach finansowych”, 46/K1/3/2001/S.
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2. Opis modelu

2.1. Architektura sieci
Niech x oznacza m-wymiarowy wektor zmiennych wejsciowych, czyli:

x= (xr’ XXy 1)

a przez y oznaczmy zmienng wyjsciowg, czyliy =x, _,

Zadanie polega na znalezieniu rozktadu warunkowego P(y|x).

Podstawowym modelem sieci zaproponowanym przez Husmeiera [1999] do
rozwigzania tego problemu jest tzw. model mieszany Gaussa (GM — Gaussian
mixtures model). Sie¢ ta sktada si¢ z trzech warstw: warstwy wejsciowej oraz
dwoch warstw ukrytych. Z pierwsza warstwg ukryta zwigzana jest sigmoidalna
funkcja przejscia (§), natomiast funkcja przejscia dla drugiej warstwy jest funkcja
Gaussa (G)! —rys. 1. W dalszych rozwazaniach pierwsza warstwa ukryta bedzie
nazywana ,,warstwg S”, natomiast druga warstwa ukryta ,warstwg G”’.

Wy = Mgl w)

—» polaczenia o wagach rownych 1

Rys. 1. Model GM sieci neuronowe;j
Zrédto: [Husmeier 1999, s. 110].

! Poczgtkowo w modelu zamiast funkcji Gaussa byta wykorzystywana funkcja bedaca pochodng
funkcji sigmoidalnej (model DSM — derivative of sigmoid), ale z uwagi na to, ze jej wykres jest
bardzo podobny do wykresu funkcji Gaussa — czgsto wykorzystywanej w badaniach — skoncentro-
wano si¢ na modelu GM. Tym bardziej, Ze nie odnotowano znaczgcych réznic we whasciwosciach
predykcyjnych obu modeli.
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Zaleznosci pomigdzy parametrami modelu mozna opisac przy pomocy réwnan
1-3.
Wyjscie sieci (prawdopodobienstwo warunkowe):

PO = 2 .Gy [y-u,()] (1)

gdzie:
x — wektor zmiennych wejSciowych do sieci,
y —zmienna wyjsciowa,
i —numer neuronu drugiej warstwy ukryte;j,

a,— wagi wyjs¢ neuronéw drugiej warstwy ukrytej spetniajace warunek: Zai —7\
GBi — funkcje przejscia dla neuronéw drugiej warstwy ukrytej (funkcje gestosci
rozkfadu normalnego o Sredniej réwnej zero i odchyleniu standardowym o) dane

wzorem:
[B. X2
Gpi= ZB_lil exp(— B’Zx ) przy czym: G;= ﬂB—ll 2)

,;(x) — warto§¢ wejSciowa do i-tego neuronu w drugiej warstwie ukrytej wyra-
zajaca sie wzorem:

w,(x) = %WUS (%uikxk) 3)

gdzie:

w;; — waga polaczenia pomigdzy j-tym neuronem z pierwszej warstwy ukrytej
a i-tym neuronem z drugiej warstwy ukrytej,

S - sigmoidalna funkcja przejScia dla neuronéw pierwszej warstwy ukrytej,

u, — waga potgczenia pomigdzy j-tym neuronem z pierwszej warstwy ukrytej
a k-ta zmienng wejSciowa.

Model sieci zaprezentowany na rys. 1 zmodyfikowano, dodajac potaczenia
warstwy wejSciowej z drugg warstwa ukryta. Architekture takiej sieci zaprezen-
towano na rys. 2.

Husmeier wykazat, ze zastosowanie sieci, w ktérych wagi do pierwszej warstwy
ukrytej sa losowane na poczatku uczenia i pozostaja niezmienione az do jego zakon-
czenia pozwala na uzyskanie lepszych rezultatéw w trakcie treningu i prowadzi
do uzyskania modeli o lepszych wtaSciwoSciach generalizacyjnych. Ten typ sieci
okreslono mianem RVFL (random vector functional link). W praktyce zaleca si¢
potaczenie modelu sieci GM z modelem RVFL (sieci GM-RVFL). Model sieci
GM-RVFL zostal zaprezentowany na rys. 3.
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P(yly)

My = My, w)

—» polaczenia o wagach rownych 1

Rys. 2. Model GM sieci neuronowej, w ktorej warstwa wejsciowa jest bezposrednio
pofaczona z warstwa G

Zrédto: [Husmeier 1999, s. 110].

P(ylx)

Wy =y (x, w)

— polaczenia, ktdrych wagi sa wybrane losowo na poczatku
procesu uczenia i nie zmieniaja si¢ w jego trakcie
—» polaczenia o wagach rownych 1

Rys. 3. Model GM-RVEL sieci neuronowej

Zrédto: opracowanie wtasne na podstawie [Husmeier 1999, s. 110].

Wagi dla wejs¢ pierwszej warstwy ukrytej wybiera si¢ z rozktadu normalnego
o Sredniej 0 i zadanym odchyleniu standardowym. Jak pokazat Husmeier, wybor
wartoSci odchylenia standardowego jest istotny dla zdolnoSci w zakresie gene-
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ralizacji sieci: zbyt mate odchylenie standardowe powoduje powstanie modelu
quasi-liniowego, natomiast zbyt duze sprawia, ze sieC jest zbyt dobrze dopasowana
do danych uczacych, ale nie ma dobrych wtasciwosci generalizacyjnych.

2.2. Uczenie sieci

W procesie uczenia poszukuje si¢ optymalnych wartoSci parametréw sieci
(wektora g):

q:[w,al,...,aK_l, Bl,...,BK} 4

gdzie:

K —liczba neuronéw w G-warstwie,

B, — parametr funkcji przejscia dla neuronéw w warstwie G (zob. réwnanie (2)),

a, —wagi dla wyJs€ z Wa.lrstwy G@ +...ta,=1),

w — pozostate wagi sieci.

Husmeier zaleca przeprowadza¢ proces uczenia sieci metoda najwigkszej wia-
rygodnosci. Zastosowany algorytm ma prowadzi¢ do minimalizacji funkcji kosztu
E, zdefiniowanej nastepujaco:

1 N
E(g)=- N El In(P(y,|x, ) )

gdzie:
q — wektor wszystkich parametrow.

3. Eksperyment

3.1. Cel badan

Celem badan byto utworzenie modelu pozwalajacego na opis i prognozowanie
kursu USD/DEM.

3.2. Dane

Szereg czasowy wykorzystany do budowy modelu obejmowat dane opisujace
kurs USD/DEM w okresie 2.11.1998-31.10.2001 r. (770 pozycji). Do testowania
modeli wykorzystano oprogramowanie opracowane przez Husmeiera dostepne na
stronie internetowej: http://www.bioss.sari.ac.uk/~dirk/. Zrealizowane one zostato
w jezyku C i nalezato je skompilowaé pod systemem operacyjnym Unix.
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3.3. Redlizacja badan

Do opisu szeregu czasowego zastosowano sie¢ Husmeiera.

Okreslenie ciqgow uczqcych i walidacyjnych. W pierwszym etapie badan
szereg czasowy podzielono na cigg uczacy i cigg walidacyjny. Zastosowano trzy
sposoby podziatu szeregu czasowego. Zostaly one zaprezentowane na rys. 4—6,
a podsumowanie sposobdw podziatu znajduje si¢ w tabeli 1.

2,5

0,5 N

0,0 . . . . . .
1998-07-24  1999-02-09  1999-08-28 2000-03-15 2000-10-01 2001-04-19  2001-11-05 2002-05-24

ciag waliacyjny 1 & ciag uczacy 1

Rys. 4. Pierwszy sposéb podziatu szeregu czasowego
Zrédto: opracowanie wiasne.
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1998-07-24  1999-02-09  1999-08-28  2000-03-15  2000-10-01  2001-04-19  2001-11-05  2002-05-24

cigg walidacyjny 2 # ciag uczacy 2

Rys. 5. Drugi sposéb podziatu szeregu czasowego

Zrédto: opracowanie wiasne.
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2,5

2,0 1
15 — S
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0,0

1998-07-24  1999-02-09  1999-08-28  2000-03-15 2000-10-01  2001-04-19  2001-11-05  2002-05-24

ciag walidacyjny 3 ® ciag uczacy 3

Rys. 6. Trzeci sposéb podziatu szeregu czasowego

Zrédto: opracowanie wiasne.

Tabela 1. Podsumowanie sposobéw podziatu badanego szeregu czasowego na ciagg
uczacy i cigg walidacyjny (zakres danych: 2.11.1998-31.10.2001 — 770 pozycji)

] 2z . 2z Procent obserwacji
Numer Liczebnosé Liczebnosé . .
; . . wchodzacych w skfad | Zakres ciggu walida-
sposobu ciggu ucza- | ciggu walida- . . . )
odziatu - e ciggu walidacyjnego cyjnego
d W %)
602 168 27,9 1.12.1999-31.07.2000
2 615 155 25,2 3.04.2000-31.10.2000
642 128 19,9 2.05.2001-31.10.2001

Zrédto: opracowanie wiasne.

Uczenie sieci o roznych parametrach. Testowano sieci zbudowane wedtug
modelu GM-RVFL bez potaczen warstwy wejSciowej z drugg warstwg ukryta
(rys. 3) oraz z potaczeniami warstwy wejSciowej z drugg warstwa ukryta (rys. 2).
Liczba neuronéw w warstwach ukrytych wynosifa: 10, 5, 3, 2. Rozwazano sieci,
ktore w warstwie wejSciowej posiadaty 1 neuron (sie¢ prognozowata rozktad
prawdopodobiefistwa P(x, , 1|x[)) oraz 2, 3, 5 (przyktadowo dla 3 neuronéw byta to
prognoza postaci: P(x,  |x,x,_,,x,_,). Wszystkie sieci uczono przy uzyciu algo-
rytmu EM [Husmeier, Taylor, 1998]. JakoS¢ sieci oceniano na podstawie wartosci
funkcji kosztu (btedu) E(q) oraz réznic w jej poziomach dla ciggu uczacego oraz
walidacyjnego. Poczgtkowa liczba epok uczenia sieci wynosita 200.

W dalszej czgSci opracowania beda stosowane oznaczenia: GM-RVFL-EM
— dla sieci bez bezposSrednich potgczen warstwy wejSciowej z warstwa G oraz
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GM-RVFL-EM-dc — dla sieci posiadajacych takie potaczenia (dc = direct connec-
tion).

Prognozowanie. Sieci o najlepszych parametrach postuzyty do dokonania
prognozy wysokosci kursu USD/DEM dla przyktadowej wartosci x, = 2,16 (sieci
o 1 wejsciu) oraz x, = 2,16, x, | = 2,17 (sie¢ o dwdch wejsciach). Otrzymano
warunkowe rozktady prawdopodobienstwa: P(x, , |x, = 2,16) — dla pierwszego
przypadku oraz P(x,, l\xt =2,16,x, , =2,17) dla drugiego przypadku.

3.4. Wyniki uczenia sieci o réznych parametrach

Poziomy btedu E(g) dla trzeciego ciagu uczacego i walidacyjnego, dla sieci o
architekturze: 1_10_10 (1 wejscie 10 neuronéw w pierwszej warstwie ukrytej oraz
10 neuronéw w drugiej warstwie ukrytej), 1_5_5, 1_3_3, 1_2_2 zaprezentowano
na rys. 7. Dodatkowo rozpatrzono 2 przypadki: wagi dla wejsé do pierwszej
warstwy ukrytej oraz wartosci progowe dla neuronéw tej warstwy byty losowane
z rozktadu Gaussa o Sredniej zero i odchyleniu standardowym réwnym 1 (sieci
1_10_10/1, 1_5_5/1, 1_3_3/1, 1_2_2/1) oraz o odchyleniu standardowym réwnym
0,25 (sieci 1_10_10/0,25, 1 _5_5/0,25, 1_3_3/0,25, 1_2_2/0,25). Rys. 8 przedsta-
wia wyniki testow dla sieci o bezposrednich potagczeniach warstwy wejsciowej
z warstwg Gaussa. W [Zastosowanie... 2001] mozna znalezé wyniki testow
dla pierwszego i drugiego podziatu danych. Dla ufatwienia analizy wynikéw
w tytutach wykresow skladowych zakodowano numery ciggéw uczacych oraz
architekture sieci:

nr ciggu uczacego/architektura sieci/odchylenie standardowe

Przyktadowo: 2/1_3_3/0,25 oznacza wyniki uczenia drugiego ciggu uczacego,
sie¢ posiada jedno wejscie i po trzy neurony w warstwach ukrytych, wagi poczat-
kowe dla wej$s¢ neuronéw w pierwszej warstwie ukrytej losowano z rozktadu
Gaussa o odchyleniu standardowym 0,25, natomiast 2/1_3_3_dc/0,25 oznacza sie¢
taka jak poprzednio, z tym ze warstwa wejSciowa jest bezposrednio potaczona
z drugg warstwa ukryta (rys. 2).

Narys. 9 i 10 zamieszczono wyniki uczenia sieci o liczbie wejsé: 2, 3, 5 oraz licz-
bach neuronéw w warstwach wejSciowych wynoszacych 2, 3, 5, 10. Wszystkie sieci
uczono na trzecim zbiorze uczacym. Wagi poczatkowe dla wejs¢ pierwszej warstwy
ukrytej uzyskano za pomocg generatora liczb pseudolosowych i charakteryzowaty
si¢ rozktadem Gaussa o Sredniej zero i jednostkowym odchyleniu standardowym.
Na rys. 9 znajduja si¢ wyniki dla sieci bez potgczen warstwy wejSciowej z drugg
warstwa ukrytg, natomiast rys. 10 zawiera wyniki dla sieci z takimi potgczeniami.



Wykorzystanie sieci Husmeie
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Rys. 7. Wyniki uczenia sieci GM-RVFL-EM dla trzeciego ciggu uczacego

Zrédto: opracowanie wiasne.
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Rys. 8. Wyniki uczenia sieci GM-RVFL-EM-dc dla trzeciego ciaggu uczacego

Zrédto: opracowanie wiasne.
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3.5. Analiza wynikéw uczenia sieci o réznych parametrach

Odchylenie standardowe. W wigkszosci przypadkéw nie odnotowano zna-
czgcych réznic w wynikach uczenia sieci réznigcych sie¢ wysokosciami odchylen
standardowych rozktadu Gaussa, z ktérego losowano wagi dla wejs¢ pierwszej
warstwy ukrytej. Wyjatek stanowity sieci 1_2_2 dla pierwszego i trzeciego ciagu
uczacego, ktore uzyskiwaly znacznie gorsze rezultaty w przypadku odchylenia
standardowego réwnego 1.

Bezposrednie potgczenia. Wyniki uczenia sieci z bezposrednimi potaczenia-
mi warstwy wejSciowej z warstwa G (drugg warstwa ukryta) i bez tych potaczen
byty zblizone. Wyjatkiem byly sieci 1_2_2, ktére wykazywaly gorsze wyniki
uczenia od sieci 1_2_2_dc. Moze to by¢ rezultatem zbyt matej liczby parametréw
w sieciach bez potaczen.

Liczba neuronow w warstwach ukrytych. Dla sieci o 10 neuronach w war-
stwach ukrytych w miar¢ postgpowania procesu uczenia malal btad dla ciggu
uczacego, ale wzrastat btad dla ciggu walidacyjnego. RozbieznosSci w poziomach
btedow dla tych dwdch ciggéw byly znacznie wyzsze niz w sieciach o mniejszej
liczbie neurondw. Swiadczy to o tym, ze sieci te zawieraly zbyt duzg liczbe neuro-
néw w warstwach ukrytych.

Z kolei sieci o dwoch neuronach w warstwach ukrytych, nie posiadajace
bezposrednich potaczen warstwy wejSciowej z warstwa G charakteryzowaty sig
najwickszymi poziomami bigdéw zaréwno dla ciggu uczacego, jak i walidacyj-
nego, a zatem posiadaly zbyt malg liczbe parametrow. Wyniki uczenia dla takich
sieci, ale z bezposrednimi potaczeniami byty lepsze. Sieci te miaty juz wigksza
liczbe parametréw.

Wyniki uczenia sieci o 3 i 5 neuronach w warstwach ukrytych byty zblizone
i wyraznie lepsze od wynikow uczenia sieci 0 dwéch liczbach neuronéw w war-
stwach ukrytych i bezpoSrednich potaczeniach warstwy wejSciowej z warstwa
ukryta. Z uwagi na fakt, ze lepiej jest korzystac z sieci o mniejszej liczbie parame-
tréw (jezeli nie ma znaczacych réznic w wynikach uczenia), w dalszych badaniach
nalezatoby sie skupi¢ na sieciach o trzech neuronach w warstwach ukrytych.

Ciqg uczqcy i ciqg walidacyjny. Z merytorycznego punktu widzenia najlep-
szym podzialem danych na ciag uczacy i walidacyjny jest podziat trzeci, poniewaz
zachowana jest ciggtos¢ danych w tych obu szeregach czasowych (zob. rys. 4, 5,
6). Ma to tym wigksze znaczenie, ze wyjSciowy szereg czasowy charakteryzuje si¢
rosngcym trendem. Znajduje to odzwierciedlenie szczegdlnie w wynikach uczenia
dla drugiego sposobu podziatu szeregu czasowego — znaczne réznice w wynikach
uczenia ciggu uczacego i ciggu walidacyjnego. W przypadku drugiego ciggu
uczgcego stopa wzrostu wskaznika w punkcie nieciggltosci wynosita az 12%,
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dla pierwszego ciagu ksztattowata si¢ na nizszym poziomie — 9%, podczas gdy
mediana stép wzrostu dla calego szeregu wynosita tylko 0,1%.

P(y|xt)

y My = uk(XJ W)

—— polaczenia, ktorych wagi sa wybrane losowo na poczatku
procesu uczenia i nie zmieniaja si¢ w jego trakcie
—» polaczenia o wagach rownych 1

Rys. 11. Model sieci wykorzystanej do prognozowania rozktadu warunkowego P(x, +1|x )

Zrédto: opracowanie wiasne na podstawie [Husmeier 1999, s. 110].

Pylx, x,_1)

—— polaczenia, ktorych wagi sa wybrane losowo na poczatku
procesu uczenia i nie zmieniaja si¢ w jego trakcie
— polaczenia o wagach réwnych 1

Rys. 12. Model sieci wykorzystanej do prognozowania rozktadu warunkowego
I:)(xt+1|xt’ xt—l)
Zrédlo: opracowanie wlasne na podstawie [Husmeier 1999, s. 110].
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Liczba epok uczenia. Wszystkie sieci uczono w trakcie 200 epok, jednakze na
0g61 poziomy bledéw stabilizowaty si¢ w okolicach 50 epok uczenia.

Liczba neuronéw w warstwie wejsciowej. Biorac pod uwage sieci o wielu
wejsciach za najlepsza (liczba parametréow w stosunku do poziomu btedéw dla
ciggu uczacego oraz testowego) mozna uznaé sie¢ o dwdch wejsciach oraz trzech
neuronach w warstwach ukrytych.

Wybor modeli. Biorac pod uwage dotychczasowa analize¢ wynikéw, do
prognozowania rozktadu warunkowego P(x, , |x) wybrano sieci o 3 neuronach
w warstwach ukrytych, odchyleniu standardowym dla rozktadu Gaussa, z ktérego
losowano wagi poczatkowe dla wejsé do pierwszej warstwy ukrytej réwnym 1,
nie posiadajacych bezposrednich potgczen warstwy wejSciowej z warstwag ukryta
(rys. 11). Sieci takie uczono 50 epokami dla trzech ciagdéw uczacych.

Prognozy postaci: P(x, , ,|x, x, ,) dokonano wykorzystujgc model sieci o0 2
wejsciach i posiadajacej po 3 neurony w warstwach ukrytych (rys. 12).

3.6. Prognozowanie-wyniki i ich analiza

Sieé, ktérej model zaprezentowano na rys. 11 wykorzystano do opisu rozktadu
warunkowego P(x, , 1|xt = 2,16), natomiast model sieci z rys. 12 zastosowano do
znalezienia rozkfadu prawdopodobiefistwa P(x, . 1|xt =2,16,x,_, =2,17). Wartosci
funkcji gestosci oraz dystrybuant dla sieci uczonych trzema zbiorami uczacymi
zamieszczono w tabeli 2, graficzne przedstawienie funkcji gestosci znajduje si¢ na
rys. 13, natomiast poréwnanie dystrybuant przedstawia rys. 14.

Przyktadowe wartosci prawdopodobienstw otrzymane z wykorzystaniem sieci
o 1 wejsciu, obliczone na podstawie danych zamieszczonych w tabeli 2, przedsta-
wiono w tabeli 3, natomiast prawdopodobienstwa warunkowe dla sieci o dwéoch
wejsciach znajdujg si¢ w tabeli 4.

Prawdopodobienstwo przyjecia przez szereg czasowy wartosci z przedziatu
(2,14; 2,18) pod warunkiem, ze poprzednia wartoS¢ wynosita 2,16 wynosi
odpowiednio 0,80 dla sieci uczonej pierwszym ciggiem uczacym, 0,79 dla sieci
uczonej drugim ciggiem uczacym oraz 0,75 dla trzeciego ciggu uczacego. Szereg
czasowy przyjmie warto$¢ z przedziatu (2,15; 2,17) z prawdopodobienstwem 0,48,
0,48, 0,45 odpowiednio dla pierwszego, drugiego oraz trzeciego ciaggu uczacego.
Wyniki uzyskane dla pierwszego oraz drugiego ciggu sg zblizone, natomiast dla
trzeciego s nieznacznie nizsze (tabela 3).
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— 1/1 3 3/fg - 2/1 3.3/fg —e— 3/13 3ffg ---3/2.3 3/fg

Rys. 13. Funkcje gestosci czterech prognozowanych rozktadéw prawdopodobienstwa

Zrédto: opracowanie wiasne.

1,1
1,0 -
0,9
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0.4
0,3 1
0,2
0.1 -

0,0 4
2,10 2,12 2,14 2,16 2,18 2,20 222

— 1/1_3_3/dyst. ------ 2/1 3 3/dyst. —e— 3/1_3 3/dyst. ==-3/2_3 3/dyst.

Rys. 14. Dystrybuanty czterech prognozowanych rozktadéw prawdopodobienstwa

Zrédto: opracowanie wiasne.
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Tabela 3. Przyktadowe wartosci prawdopodobienstw przedziatowych dla sieci o 1 wejsciu

sie¢ 1/1.3_3 2/1.3_3 3/1.3.3
P(2,14 <x,, , <2,18lx, = 2,16) 0,80 0,79 0,75
P(2,15 <x,,, <2,17lx, = 2,16) 0,48 0,48 0,45

Zrédto: opracowanie wiasne.

Tabela 4. Przyktadowe wartosci prawdopodobienstw przedziatowych dla sieci o 2
wejsciach

sieé 3/2.3.3
P(2,14 <X, <2,181x,=2,16,x,_, = 2,17) 0,71
P(2,15<x,,  <2,18x,=2,17,x,_, = 2,17) 0,37

Zrédto: opracowanie wiasne.

Prawdopodobienstwo, ze warto$¢ szeregu czasowego znajdzie si¢ w przedziale
(2,14; 2,18) pod warunkiem, ze poprzednie realizacje szeregu wynosity 2,161 2,17
jest réwne 0,71, a przyjecia wartoSci z przedziatu (2,15, 2,18) wynosi 0,37.

4. Podsumowanie

Zaprojektowane modele sa proba wykorzystania sieci neuronowych do progno-
zowania warunkowego rozktadu prawdopodobienstwa P(x,  |x) szeregu czasowego
zawierajacego wysokosci kursu USD/DEM. Wyniki uzyskane przy pomocy réznych
ciggow uczacych sg zblizone, co jest zjawiskiem pozytywnym i moze Swiadczyé
o pewnych regularno$ciach wystgpujacym w tym szeregu. Za ciekawy nalezy
uznaé fakt, iz we wszystkich badanych przypadkach prognozowany rozktad
warunkowy byt zblizony do rozktadu normalnego.
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Application of Husmeier Neural Networks to Financial Forecasting

The paper discusses the models of neural networks proposed by Husmeier, which can
be applied to probability distribution forecasting. The results of the tests, carried out by
the author and concerning utilisation of these models for (US dollar rate)/ (German mark
rate) ratio prediction, have also been presented.



